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摘 要:使用深度学习技术进行文本情感分类是近年来自然语言处理领域的研究热点,好的文本表示是提升深度学

习模型分类性能的关键因素。由于短文本蕴含情感信息较少、训练时易受噪声干扰,因此提出一种融合对抗训练的

文本情感分析模型 PERNIE RCNN。该模型使用 ERNIE预训练模型对输入文本进行向量化,初步提取文本的情感

特征。随后在 ERNIE预训练模型的输出向量上添加噪声扰动,对原始样本进行对抗攻击生成对抗样本,并将生成的

对抗样本送入分类模型进行对抗训练,提高模型面临噪声攻击时的鲁棒性。实验结果表明, PERNIE RCNN模型的

文本分类性能更好,泛化能力更优。
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Training and ERNIE
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Abstract: Text sentiment classification using deep learning techniques is a hot research topic in the field of natural language processing

in recent years, and good text representation is a key factor in improving the classification performance of deep learning models. A

text sentiment analysis model PERNIE RCNN that includes adversarial training is proposed, as short texts contain little sentiment

information and are susceptible to noise interference during training. The model uses the ERNIE pre-trained model to vectorize the

input text and initially extract the sentiment features of the text. The model then adds noise perturbations to the output vector of the

ERNIE pre-training model to generate adversarial samples against the original samples, and feeds the generated adversarial samples into

the classification model for adversarial training to improve the robustness of the model against noise attacks. The experimental results

show that the PERNIE RCNN model has better text classification performance and better generalisation ability.

Keywords: short text sentiment analysis; deep learning; adversarial training; text classification

0 引言

随着网络技术的不断发展,社交网络逐渐兴起,

各种社交平台的用户数量也在不断增加。用户在网

络平台上对各种热门事件发表看法,产生了许多蕴

含情感信息的短文本数据。有关部门可根据这些文

本中蕴含的情感信息对相关事件进行针对性的处理

和问题的改进。但是,仅凭借人工力量对这些文本数

收稿日期: 2023-02-15
通信作者: 杜 奕 (1977–),女,江苏吴江人,教授,博士,主要研究方向为人工智能,智能数据分析。E-mail: duyi@sspu.edu.cn
基金项目: 国家自然科学基金 (41672114, 41702148),中国教育部科发中心产学研创新基金 (2021ZYA03008)资助



80 上海第二工业大学学报 2024年 第 41卷

据进行收集和处理非常困难。为了解决这个难题,引

入了文本情感分析方法 [1],该方法可以帮助人们更

高效地对网络文本数据进行情感挖掘和了解事件的

舆情走向,为有关部门制定相关政策提供数据支持。

文本情感分析实质上是将文本按照不同的情

感极性进行分类,属于自然语言处理 (NLP)领域 [2]

任务之一。现有的文本情感分析方法可分为:基于

情感词典的情感分析方法 [3]、基于传统机器学习

的情感分析方法 [4] 和基于深度学习的情感分析方

法 [5-7]。基于深度学习的情感分析方法无需人工提

取特征,而是通过构建深度神经网络来分析文本并

提取特征。这种方法具有较强的语义表达能力, 因

为深度神经网络可以学习和理解语言的复杂结构和

含义,从而对文本进行更加准确和全面的情感分析。

但若想从根本上提高模型的分类性能,除了要有复

杂高效的分类网络外, 好的文本表示也非常重要。

近年来,迁移学习取得了迅速发展,它可以利用预训

练模型已经学习到的知识进行迁移。通过这种方式

可以在新任务上有效地提高模型性能,尤其是在数

据量较少的情况下。2018 年谷歌提出了一个名为

BERT[8] 的预训练模型来提高文本表示的质量。在

BERT模型的基础上, Sun等 [9] 提出了知识增强的

语义表示 (enhanced representation through knowledge

integration, ERNIE)模型,相较于 BERT, ERNIE使用

了大量的中文数据集来进行训练,使模型训练结果

更加符合中文文本特性。

为了提高深度学习模型的抗干扰能力,一些研

究者提出了使用对抗训练的方法来优化模型。该方

法通过在训练中引入对抗样本来使模型更好地抵

御干扰和攻击。对抗训练最初被广泛运用于图像领

域, Goodfellow等 [10] 在 2015年最早提出了对抗训

练的概念,并成功运用在了计算机视觉领域。Miyato

等 [11] 首次将对抗训练运用到了文本分类领域, 提

升了文本分类模型的泛化能力。张晓辉等 [12] 2020

年提出了一种基于对抗训练的文本分类算法, 该

算法在传统词向量上添加扰动噪声, 实验结果表

明,该算法可以在多个文本分类数据集上取得优秀

的分类性能。Wang 等 [13] 提出了一种快速文本对

抗攻击方法,称为快速梯度投影法 (filtered gaussian

process method, FGPM),该方法基于同义词替换,能

够有效提高深度学习模型的鲁棒性并阻止对抗性

示例的可迁移性。Li等 [14] 提出了一种虚拟对抗训

练方法,引入了基于 token级别的累积扰动词汇,更

好地初始化扰动,从而提高模型对抗性攻击的防御

能力。Chen等 [15] 提出了一种名为特征级对抗训练

(feature-level adversarial training, FLAT)的新型特征

级对抗训练方法,它在神经网络中结合了变分词掩

码来学习全局词的重要性, FLAT可以有效地提高神

经网络模型的性能,并降低其遭遇对抗性攻击的风

险。陈立潮等 [16] 为了提升短文本分类模型的健壮

性,将训练集按不同比例进行分类对抗训练,该方法

使模型拥有了更强的防过拟合能力。尽管对抗训练

在文本分析领域已经取得了一定的研究成果,但还

有许多值得深入研究的问题,例如对抗训练可以与

其他技术相结合,如迁移学习、元学习等,本文将对

抗训练与预训练模型相结合,以进一步提高整体模

型的鲁棒性和泛化能力。

基于上述调查与研究,为了提高短文本情感分

析模型文本表示的质量以及在遭遇对抗攻击时提

升模型的鲁棒性,本文提出一种融合对抗训练的文

本情感分析模型 PERNIE RCNN, 以提升模型在面

临噪声攻击时的正确分类能力。PERNIE RCNN模

型使用 ERNIE预训练模型代替传统的词向量表示,

对输入的短文本进行向量化,初步获取文本的情感

信息。随后在 ERNIE预训练模型的输出向量上,采

用小步多走的策略进行对抗攻击, 生成对抗样本。

并将对抗样本送入分类模型进行对抗训练,以提高

模型在面对对抗攻击时的鲁棒性。通过对抗训练与

ERNIE 预训练模型的融合, PERNIE RCNN 模型不

仅获得了更好的文本表示,还提升了整体模型的泛

化性能。

1 ERNIE预训练模型

1.1 ERNIE整体结构

ERNIE 预训练模型是一种基于知识增强的语

义理解模型,它能够学习文本数据中的词法结构、句

法结构及语义信息,从而使模型获取到高质量的词

向量。ERNIE模型在结构上可以分为 transformer[17]

编码和知识整合两个部分。前者用来生成词向量,

后者整合短语或实体知识获得文本整体的语义表

示。ERNIE的模型结构图如图 1所示。

由图 1 可知, E[E[CLS], E1, · · · , En] 为输入文

本向量, 经过 transformer 编码跟知识整合后, 得到
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ERNIE模型的输出向量 [C, T1, · · · , Tn]。其中, “C”

包含学习到的整体的语义信息,可将其运用到各种

下游任务,如文本情感分析任务。

...

...

transformer ERNIE

3 d, 

E[CLS] E1 E2

T2T1C

E
n

T
n

图 1 ERNIE模型结构图
Fig. 1 Structure of the ERNIE model

1.2 transformer编码器

ERNIE 预训练模型使用多层双向 transformer

作为基础编码器。Vaswani [18] 等在 2017 年首次提

出了 transformer架构。transformer采用注意力机制

来压缩和提取文本信息,使得文本中重要的单词或

短语具有更大的权重,从而避免模型忽略这些关键

信息。transformer编码器中的多头注意力机制由多

个自注意力机制组成,能够从不同的角度对句子中

的重要信息进行学习和处理。自注意力机制的输出

表示:

Attention(Q,K,V ) = softmax
(Q ·KT

√
dk

)
V (1)

式中: Q为查询矩阵; K 为被查询向量矩阵; V 为

值矩阵; dk 为 Q、K 的维度,并通过点积运算获得

Q矩阵和所有K 矩阵之间的相似度。softmax函数

用来进行归一化处理,使得模型更容易处理长远距

离的特征依赖。

1.3 知识整合

ERNIE的掩码采用的是多阶段的遮蔽 (MASK)

策略,它通过整合短语或实体知识来获取文本整体

的语义表示。BERT与 ERNIE模型遮蔽策略对比图

如图 2所示。

从图 2可以看出, BERT模型将字作为一个语义

单元,它在训练中学习到更多的是字与字之间的关

系,例如, “胞”与 “双” “胎”之间的关系,属于局部关

系。而 ERNIE模型修改了遮蔽的粒度大小,它会遮

蔽掉一些连续的字,即一些实体词,这样不仅可以学

习到如 “双胞胎” “共同”等实体语义单元,还能学习

到 “姐妹” 与 “共同” 之间的关系, 使得模型可以学

习到完整概念的语义表示。

[MASK] [MASK]

BERT

[M   A   S  K] [M A S K]

ERNIE

图 2 BERT与 ERNIE模型遮蔽策略对比图
Fig. 2 Comparison figure of BERT and ERNIE model masking

strategies

2 PERNIE RCNN 短文本情感分析
模型

为了提高短文本表示的质量、提升模型的抗

干扰能力, 并提取文本更深层次的情感语义, 本文

提出一种融合对抗训练的短文本情感分析模型

PERNIE RCNN,模型整体结构如图 3所示。

ERNIE 

+ + + + +

RCNN 

ERNIE

ERNIE

RCNN

...

...

T[CLS]

E[CLS]

T1
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T2

radv radv radv radv radv

T
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图 3 PERNIE RCNN模型整体结构图
Fig. 3 Overall structure of the PERNIE RCNN model

由图 3可知,在 PERNIE RCNN模型中,首先将

文本数据送入 ERNIE预训练模型进行文本表示,利

用其输出向量进行对抗训练,以增强模型的鲁棒性

和泛化能力, 从而提升整体模型的分类准确性。随

后使用 RCNN模型进行文本分类,提取文本更深层

次的语义特征,并输出模型的预测结果。其中, E 为

文本的词嵌入表示; T 为 ERNIE 的输出向量; radv
为添加的对抗扰动; [CLS]为句子的开始标记。
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2.1 PERNIE文本表示模型
2.1.1 PERNIE模型整体结构
为了提高模型在处理文本数据时的鲁棒性和泛

化能力,本文提出一种融合对抗训练和 ERNIE预训

练模型的文本表示模型 PERNIE。PERNIE 模型的

整体结构如图 4所示。

[CLS] 3 d [SEP] [SEP]

 

+

+

ERNIE

transformer

R0

C

radv radv radv

R1

T1

E0 E1 E5 E9 E10

e1
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W0 e1 e2W1 Wn

Rn

X0 X1 Xn
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E[CLS] E[SEP] E[SEP]E E

EA EA EB EB

Tn

W1 Wn

e2

图 4 PERNIE模型的整体结构图
Fig. 4 Overall structure of the PERNIE model

由图 4可知, PERNIE模型首先使用 ERNIE预

训练模型对输入文本进行向量表示。ERNIE模型在

预训练时除了使用 BERT模型的中文数据集外, 还

加入了百度的中文数据集,因此很适用于中文文本

的处理。ERNIE 的输入由两个句子组成, [CLS] 为

开始标记, [SEP]为一个句子的结束标记。输入向量

X 由 3种不同的向量拼接而成,其中 “位置嵌入”代

表词的位置信息、“字嵌入” 代表词向量编码、“句

子嵌入”代表句子的位置编码。输入向量经过 trans-

former编码后,得到学习后的表示向量W。随后将

表示向量W 和经过 transformer编码后的实体向量

e共同传入知识编码器进行融合,生成 ERNIE模型

的输出向量 T [C,T1, · · · ,Tn]。其中,向量 “C”包含

了学习到的整体的情感语义信息。最终在 ERNIE模

型输出向量上添加噪声扰动 radv, 生成扰动后的输

出向量R[R0,R1, · · · ,Rn]。

2.1.2 对抗训练

采用对抗训练来增强文本分类模型的抗干扰能

力,实际上是一种数据增强的手段,有研究者会想到

用同义词替换来进行文本数据的增强。例如:在进

行文本向量化时, 输入的文本为: (共同战疫双胞胎

姐妹都是在读研究生),经过分词后的内容为 (共同,

战疫, 双胞胎, 姐妹, 都是, 在读,研究生),随后在词

表中寻找到对应词的词向量组合在一起,就得到了

整个句子的向量表示。进行同义词替换操作,只需

要将句子向量中 “共同”的词向量替换为 “一起”的

词向量, 就会得到新的输入向量。如果直接在某些

词上加入细微扰动,也能得到新的输入向量,这种新

向量的获得方式称为噪声扰动。同义词替换与噪声

扰动对比图如图 5所示。

[0.11,

0.23, …, 0.89]

[0.51,

0.67, …, 0.72]

[0.11,

0.23, …, 0.89]
[0.11+0.01,

0.23-0.03, …, 0.89+0.02] 

图 5 同义词替换与噪声扰动对比
Fig. 5 Comparison of synonym substitution and noise perturba-

tion

在文本数据上添加噪声扰动,有离散型和连续

型两种类型。离散型扰动是在将文本送入文本表示

模型前添加, 此时的噪声添加在字符层面。连续型

扰动是在文本经过文本表示模型后,在其输出向量

中添加。PERNIE模型使用的是连续型扰动方式。

PERNIE 模型进行对抗训练的流程可简述为:

在模型训练时,往损失函数值上升的方向,对连续的

ERNIE模型输出向量发起对抗攻击,添加噪声扰动

radv,生成扰动后的输出向量R[R0,R1, · · · ,Rn],所

有的扰动向量组成最终的对抗样本 Radv(由原始样

本 x和扰动项 radv 共同组成)。

min
θ

− logP (y|x+ radv; θ) (2)

式中, x为原始数据样本; y为样本标签; radv 为添加

的噪声扰动; θ为模型参数。

本文 radv 的计算采用 PGD [19] 计算公式,其思

想为:在限定扰动的范围前提下,将扰动沿着不同梯
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度迭代多次, 缓慢寻找扰动的最优点。若迭代过程

中超出扰动范围,则将扰动投影回正常范围,即:

xt+1 = Πx+S(xt+α·g(xt)/∥g(xt)∥2) (3)

g(xt) = ∇xL(θ, xt, y) (4)

式中, S = r ∈ Rd 且 ∥r∥2 ⩽ ϵ; xt 为原始样本词向

量矩阵; g为输入模型梯度; ϵ为扰动半径; α为迭代

步长; ∥ · ∥2 为 L2 正则; S 为约束空间; xt+1 为扰动

后的输出向量。对抗训练的实现过程如表 1所示。

表 1 对抗训练的实现过程
Tab. 1 The realization process of adversarial training

输入: 对抗训练轮数 T ,扰动半径 ϵ,迭代步长 α,数据批次
N、PGD扰动步数K,网络模型 fθ (θ为模型参数)

输出:模型参数更新

1. for t in range(T ):

2. for i in range(N ):

δ = 0 //随机初始化

3. for j in range (K):

4. δ = δ + α ∗ sign(∇δL(fθ(xt+ δ), yi))

5. δ = max(min(δ, ϵ),−ϵ)

6. θ = θ −∇δL(fθ(xt+ δ), yi) //更新模型参数

2.2 RCNN文本分类模型

文本分类任务除了要有好的文本表示,文本特

征的提取也很重要。虽然已使用 ERNIE预训练模型

对短文本进行了初步情感提取,但由于短文本蕴含

的情感信息量有限,还需要提取出更深层次的情感

特征,以提升模型情感识别的准确性。RCNN是 Lai

等 [20] 提出的一种名为循环卷积神经网络的融合

神经网络分类模型,其使用双向循环神经网络代替

TextCNN 进行特征提取。RCNN 缓解了传统 RNN

模型训练速度慢且无法解决长距离依赖问题,并且

在卷积层使用了大小不同的卷积核来提取大小不同

的特征值, 能提取更深层次的特征信息。RCNN 的

模型结构如图 6所示。

由图 6可知, RCNN分类模型结构包含BiLSTM

层、最大池化层、全连接层 3个部分,后接 softmax

函数输出最终的分类结果。

BiLSTM 层可细分为两个小部分: 首先得到词

的左上文与右下文的信息,即:

Cl(wi) = f(W (l)Cl(wi−1) +W (sl)e(wi − 1)) (5)

Cr(wi) = f(W (r)Cr(wi−1) +W (sr)e(wi − 1)) (6)

BiLSTM

+ +

[R0  R1 
... Rn]

softmax

图 6 RCNN模型结构图
Fig. 6 RCNN model structure diagram

式中, Cl(wi) 为词 wi 的左上文; Cr(wi) 为词 wi 的

右下文; e(wi) 为词 wi 的词向量。W (l) 为权重矩

阵。W (sl) 目的是将当前词的语义传递到下一个词

的左上文信息中。

其次计算词 wi的潜在语义向量,其表达式为:

xi = [Cl(wi); e(wi);Cr(wi)] (7)

y
(1)
i = tanh(W (1)xi + b(1)) (8)

式中, xi 为词 wi 的左上文、词向量、右下文拼接起

来的结果。y
(1)
i 将拼接后的向量非线性映射到低维,

计算词 wi的潜在语义向量。

最大池化层的公式为

y(2) =
n

max
i=1

·y(1)
i (9)

它将每一个 y(1) 中的最大值提取出来,组成新

的组合向量 y(2), 最大池化可帮助模型找到文本句

子中最重要的潜在语义。全连接层的公式表示为

y(3) = W (3)y(2) + b(3) (10)

将 y(2) 进行全连接, 并通过 softmax 函数输出分类

结果, softmax函数公式为

Pj =
exp(y

(3)
j )∑n

k=1 exp(y
(3)
k )

(11)

RCNN 学习时可以大范围保留输入文本的词

序,并自动判断分类过程中最重要的特征,提取更深

层次的语义信息,使得模型分类结果更加准确。

3 实验与分析

3.1 实验数据

本文使用 DataFountain竞赛平台公开的共计 10
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万条微博文本数据 nCoV 100k labled [21] 进行实验,

数据已由人工进行标注,分为 3类: 1(积极), 0(中性)

和 −1(消极)。

为了使模型能够更好的训练,需要对数据进行

预处理。首先使用 Python中的 Pandas工具包对数

据进行异常值处理, 剔除情感分类不属于 1(积极),

0(中性) 和 −1(消极) 的数据, 再对数据进行去重以

及剔除无意义符号等操作,数据预处理前后对比如

表 2所示。

表 2 数据预处理前后对比
Tab. 2 Before and after data preprocessing

处理前 处理后

#新年心愿#魔幻, 2020 年
第一天感冒发烧躺了一
天· · · · · · 哪儿都没有去

新年心愿魔幻, 2020年第
一天感冒发烧躺了一天哪
儿都没有去

//@孕事: 宝宝发烧怎么
办？这些应对方法一定要
学会！

孕事: 宝宝发烧怎么办？
这些应对方法一定要学
会！

预处理后剩余 99 913条数据,并将情感标签修

改为 0(消极), 1(中性)和 2(积极)。将所有数据按比

例 6: 2: 2切分为训练集、验证集、测试集。训练集

样本分布见图 7,文本长度分布见图 8。

60

40
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0

/%

1 2 0

图 7 训练集样本分布图
Fig. 7 Distribution of samples in the training set
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图 8 文本长度分布图
Fig. 8 Text length distribution

由图 7可以看出,训练集的样本分类别并不平

衡,其中, 1(中性)类别占比最大。从整体上看, 大概

有 60%持中立态度, 25%持积极态度,还有约 15%

持消极态度。因此,在模型测试时,需考虑类别不均

衡对测试结果的影响。

由图 8 可以看出, 训练集中文本长度几乎在

0∼160词之间,因此在模型训练设定词嵌入维度时,

可以设置为 160, 在保证信息的真实性前提下避免

空间的浪费。

3.2 实验环境

实验环境如表 3所示。

表 3 实验环境
Tab. 3 The experimental environment

实验环境 配置

操作系统 Windows10(64位)

开发工具 Pycharm

开发语言 Python3.9

深度学习框架 Pytorch-gpu-1.7.1

3.3 实验过程

本文在文本表示部分融合了对抗训练和 ERNIE

预训练模型, ERNIE 预训练模型选用 “ERNIE

1.0-Base-Chinese” 版本, 并使用 GPU 设备进行训

练。ERNIE模型重要训练参数如表 4所示。

表 4 ERNIE模型重要训练参数
Tab. 4 Important training parameter

ERNIE模型参数 参数值

每批次训练数据大小 32

隐藏层数量 768

Self-attention头数 12

transformer编码器层数 12

学习率 10−5

最大句长 160

由表 4 可知, 每批次训练数据大小设置为 32,

设置过小容易收敛慢,设置过大容易超过显存极限。

隐藏层数量、Self-attention头数、transformer编码器

层数均采用标准模型的默认值 768、12、12。学习率

根据模型收敛情况调整为 10−5。如图 8所示,训练

集样本中文本长度几乎在 0∼160之间,因此最大句

长设置为 160,可节省空间。

3.4 评价标准

由图 8 可知, 数据集样本分布并不平衡, 因此

使用模型在测试集上的加权平均后的精确率 (preci-

sion, P )、召回率 (recall, R)和 F1值 (F1 score)来作
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为评判标准,加权平均考虑了每个类别样本的数量

在总样本中的占比:

P =
TP

TP + FP
(12)

R =
TP

TP+ FN
(13)

F1score =
2PR

P +R
(14)

式中, TP为实际分类正确且预测分类正确; FP为实际

分类错误但预测分类正确; TN为实际分类错误且预测

分类错误; FN为实际分类正确但预测分类错误。

加权平均操作是对每个类别的 P、R 和 F1相加

后的和求平均值,再乘以每个类别占总样本的比例:

Pro(i) =
count(i)

count(all)
(15)

Pweighted avg(i) =

∑i=n
i=0 P (i)

n
· Pro(i) (16)

Pweightedavg(i) =

∑i=n
i=0 R(i)

n
· Pro(i) (17)

F1weighted avg(i) =

∑i=n
i=0 F1score(i)

n
· Pro(i) (18)

式中, 式 (15) 为每个类别占总体样本数量的比例;

count(i) 为类别 i 的数量; count(all) 为总样本数量。

式 (16)∼(18)分别为 P、R、F1的加权平均计算公式;

n为类别数。

3.5 实验结果及对比分析

为了综合评估 PERNIE RCNN 模型的性能, 本文

设置了 4组对比实验。第 1组对比实验使用不同的情

感分类模型验证 PERNIE RCNN 模型的有效性; 第 2

组对比实验验证不同的词向量模型对模型分类性能的

影响;第 3组对比实验验证对抗训练的有效性;第 4组

对比实验验证模型在不同数据集上的性能。

3.5.1 不同情感分析模型的对比实验

为了验证本文提出的模型 PERNIE RCNN的有效

性,与 TextCNN、BiLSTM、RCNN、BERT、ERNIE、

ERNIE BiGRU、ERNIE TextCNN、ERNIE RCNN模型

进行了对比实验。实验结果如表 5所示,其中 P、R及

F1值均为加权平均后的结果。

由表 5可知, PERNIE RCNN模型的 P、R 和 F1

值均优于其他模型。其中, BERT 的 F1 值分别高于

TextCNN、BiLSTM模型 11.74%和 5.6%,说明较传统

文本表示模型使用预训练模型进行文本表示对文本分

类效果有较大提升。ERNIE的 3个指标均优于 BERT,

说明 ERNIE 对 BERT 掩码机制的改进提高了对中文

文本的分类性能。ERNIE RCNN 的 3 个指标均优于

ERNIE BiLSTM、ERNIE TextCNN 模型, 说明 ERNIE

模型后接 RCNN 模型较后接 BiLSTM、TextCNN 模

型提取情感特征的效果更好, 模型的分类准确率更

高。PERNIE RCNN的 3个指标均优于 ERNIE RCNN,

其中 R 提高了 0.33%, 说明模型的泛化能力得到了

提升, 证明了对抗训练对提高整体模型分类性能的

有效性。

表 5 不同情感分析模型的测试结果
Tab. 5 Test results of different sentiment analysis models

模型 P /% R/% F1

TextCNN 69.21 56.74 0.594 8

BiLSTM 66.30 67.34 0.656 2

RCNN 71.28 71.77 0.706 4

BERT 71.36 72.02 0.712 2

ERNIE 72.03 72.53 0.720 2

ERNIE BiLSTM 75.36 75.64 0.754 0

ERNIE TextCNN 75.55 75.68 0.756 0

ERNIE RCNN 75.61 75.85 0.756 5

PERNIE RCNN 76.00 76.18 0.760 4

3.5.2 不同词向量模型的对比实验

为了验证不同词向量模型对整体模型分类性能的

影响,本文分别使用以下 3个模型进行对比实验:

(1) Word2Vec RCNN:使用词嵌入模型 (Word2Vec)

进行文本的向量表示,然后送入 RCNN模型进行分类

训练。

(2) BERT RCNN: 使用 BERT 预训练语言模型进

行文本的向量表示,然后送入 RCNN模型进行分类训

练。

(3) ERNIE RCNN:使用 ERNIE预训练语言模型进

行文本的向量表示,然后送入 RCNN模型进行分类训

练。

对比实验结果如表 6所示。

表 6 不同词向量模型的测试结果
Tab. 6 Test results for different word vector models

模型 P /% R/% F1

Word2Vec RCNN 71.28 71.77 0.706 4

BERT RCNN 73.14 73.65 0.730 4

ERNIE RCNN 75.61 75.85 0.756 5

由表 6所示, BERT RCNN与 ERNIE RCNN模型

的 3 个指标均优于 Word2Vec RCNN 模型, 说明使用

预训练语言模型进行文本的向量表示较使用传统的

Word2Vec模型分类效果更优,预训练语言模型得到的

动态词向量较 Word2Vec模型得到的静态词向量更能
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体现相同词向量在不同语境下的含义。ERNIE RCNN

模型的 3 个指标均优于 BERT RCNN 模型, 说明

ERNIE 对 BERT 掩码机制的改进以及对中文数据集

的扩充提高了模型处理中文文本的性能。

3.5.3 验证对抗训练的有效性

(1) 分类性能的比较。由于样本类别分布不平衡,

为验证对抗训练对 ERNIE RCNN 模型分类性能的

影响,对比了 ERNIE RCNN与 PERNIE RCNN模型的

ROC曲线和 PR曲线。ROC曲线在不限制阈值的前提

下, 同时考虑了分类模型对各个类别的分类能力。PR

曲线在样本不平衡的情况下可以对模型的性能做出更

合理的评价。ROC曲线如图 9所示。
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图 9 PERNIE RCNN (a) 与 ERNIE RCNN (b) 的 ROC 曲线
对比

Fig. 9 ROC curves for PERNIE RCNN (a) versus
ERNIE RCNN (b)

由图 9 可以看出, PERNIE RCNN 模型 3 个类别

的 ROC 曲线均比 ERNIE RCNN 更靠近左上角, 且

PERNIE RCNN模型 3个类别的 AUC面积 (ROC曲线

下面积)均高于 ERNIE RCNN模型, 说明加入对抗训

练后的模型的准确性更高,模型更理想。PR曲线如图

10所示。

由图 10 可以看出, PERNIE RCNN 模型的 AP 值

(PR曲线下面积)高于 ERNIE RCNN模型,说明加入对

抗训练后,模型的分类性能更优。

(2) 泛化性能及鲁棒性的比较。为验证对抗

训练对模型泛化性能及鲁棒性的影响, 对比了

ERNIE RCNN 与 PERNIE RCNN 模型在 SMP2020-

EWECT 数据集 [22] 上的迁移泛化能力, 并使用其中

的通用微博数据集作为测试集。测试集的标注类别有

0(消极)、1(中性)、2(积极)3 个类别, 共 5 000 条数据。

测试结果如表 7所示,其中 P、R及 F1值均为加权平

均后的结果。
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图 10 PERNIE RCNN与 ERNIE RCNN的 PR曲线对比
Fig. 10 PR curves of PERNIE RCNN versus ERNIE RCNN

表 7 模型在 SMP2020-EWECT上的迁移泛化能力测试结果
Tab. 7 Migration generalisation ability test results of the model

on SMP2020-EWECT

模型 P /% R/% F1

ERNIE RCNN 80.21 68.94 0.699 8

PERNIE RCNN 80.43 69.18 0.703 1

由表 7 可知, 在 SMP2020-EWECT 测试集上,

PERNIE RCNN 模 型 的 P、 R 和 F1 值 均 高 于

ERNIE RCNN 模型, 说明将添加对抗训练后的模型

迁移运用到其他数据集上,模型的鲁棒性更优、泛化能

力更强, 证明了对抗训练对提升模型泛化能力及鲁棒

性的有效性。

3.5.4 在不同数据集上的对比实验

为了验证模型在不同数据集上的性能, 采用公开

数据集 weibo senti 100k进行实验, weibo senti 100k包

含 10万多条带情感标注的新浪微博文本数据,正负向

评论约各 5万条。对文本进行数据预处理后,将所有数

据按比例 6: 2: 2切分为训练集、验证集、测试集。各

模型在该数据集上的表现如表 8所示。

表 8 不同模型在 weibo senti 100k数据集上的测试结果
Tab. 8 Test results of different models on the weibo senti 100k

dataset

模型 P /% R/% F1

TextCNN 94.88 94.88 0.948 8

BiLSTM 95.38 95.37 0.953 7

BERT 97.92 97.83 0.978 3

ERNIE 98.12 98.08 0.980 8

ERNIE TextCNN 98.03 98.00 0.980 0

ERNIE BiLSTM 98.22 98.17 0.981 7

ERNIE RCNN 98.38 98.33 0.983 3

PERNIE RCNN 98.45 98.42 0.983 9
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由表 8所示,各个模型在 weibo senti 100k数据集

上的表现与在 nCoV 100k labled数据集上具有相同的

规律。说明 PERNIE RCNN模型在不同数据集上依然

具有更优的性能,且具有更强的泛化性。

4 结 语

本文提出一种融合对抗训练的短文本情感分析

模型 PERNIE RCNN。通过实验证明了对抗训练与

ERNIE预训练模型的融合,不仅获得了更佳的文本表

示,同时也提升了整体模型的泛化性能及鲁棒性。并将

PERNIE RCNN模型成功运用在了微博文本情感分析

任务中。政府可使用此模型在其他类似公共事件中及

时掌握大众的主要情感倾向,为有关部门制定相关政

策提供数据支持。本文目前只对网络平台短文本进行

了情感分析,而用户除了使用文字进行情感表达外,发

表的图片、表情、视频等也蕴含大量的情感信息。因

此,后续工作将考虑将文字、图片、表情等融入模型进

行多模态分析,使情感分析结果更加准确。
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