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摘 要:针对现有无监督域自适应 (unsupervised domain adaptation, UDA)算法在处理复杂领域分布差异时存在的特

征对齐细粒度不足、目标域潜在特征挖掘能力有限等问题,提出了一种基于不对称对抗和自监督增强的无监督域自

适应 (UDA based on asymmetric adversarial learning and self-supervised enhancement, UDA-2A2S)算法。该算法通过

引入全局与局部域判别器协同作用机制用于捕捉细粒度的领域特征差异,并结合渐进对齐策略动态调整特征对齐

强度,以更好地适用于复杂任务场景。此外,设计了一种基于旋转预测的自监督学习机制,从目标域无标注数据中挖

掘潜在的图像实例结构信息,进一步提升模型的特征学习能力和跨域迁移能力。实验结果表明,在 Office-Home和

DomainNet基准数据集上, UDA-2A2S方法平均准确率分别达到 72.4%和 46.2%,显著优于现有主流 UDA方法,验

证了所提算法的优越性,为跨域迁移学习提供了新的解决方案。
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Abstract: To address the limitations of existing unsupervised domain adaptation (UDA) algorithm in handling complex domain distri-

bution differences, including the insufficient fine-grained feature alignment and limited ability to extract potential features in the target

domain, the study proposed an UDA based on asymmetric adversarial learning and self-supervised enhancement (UDA-2A2S) algo-

rithm. The proposed UDA-2A2S is used to capture fine-grained domain feature differences by introducing a synergistic mechanism

of global and local domain discriminators, and dynamically adjusts the feature alignment strength in combination with a progressive

alignment strategy to better apply to complex task scenarios. In addition, a self-supervised learning mechanism based on rotation pre-

diction was designed to mine potential image instance structure information from unlabeled data in the target domain to further enhance

the feature learning capability and cross-domain migration ability of the model. The experimental results show that the UDA-2A2S

method has an average accuracy of 72.4% and 46.2% on the Office-Home and DomainNet benchmark datasets, respectively, which is

significantly better than the existing mainstream UDA methods, demonstrating the superiority of the algorithm and providing a new

收稿日期: 2025-02-21
通信作者: 谭文安 (1965–),男,湖北公安人,教授,博士,主要研究方向为协同计算与系统进化、协同学习与知识管理等。

E-mail: watan@sspu.edu.cn
基金项目: 国家自然科学基金项目 (61672022, U1904186),上海市研究生教育学会研究课题 (ShsgeG202207)资助



第 3期 尤雨婷,谭金菁,高瑞玲,等: 基于不对称对抗和自监督增强的无监督域自适应算法 299

solution for cross domain transfer learning.
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0 引言

深度神经网络技术在图像分类 [1]、语义分

割 [2]、目标检测 [3] 等传统计算机视觉分析中取

得了广泛应用和显著成就,并逐渐扩展至机器学习、

自然语言处理、具身智能等前沿技术。例如, 通过

ImageNet 数据集 [4] 的构建与应用, 深度学习模型

在计算机视觉处理等图像分类中取得了显著突破,

极大推动了该领域的快速发展。然而, 深度模型的

训练依赖大量标注数据,而数据标注耗时且成本高

昂。针对这一问题,无监督域自适应 [5] (unsupervised

domain adaptation, UDA)提供了一种有效解决途径,

其核心思想是利用源域中己的标注数据及目标域中

未标注的数据,通过特征迁移 [6]和分布对齐策略 [7],

训练一个能够在目标域上表现优异的模型。这种跨

域学习方法为解决领域间分布偏移问题提供了重要

思路。

传统领域适配方法, 如领域对抗神经网络 (do-

main adversarial neural network, DANN)[8],通过对抗

训练实现源域与目标域特征分布的对齐,在领域自

适应研究中取得了广泛应用。然而, 这些方法通常

依赖单一判别器,难以捕捉全局与局部特征的细粒

度差异;在目标域无标注或分布差异显著时,其特征

学习能力也明显不足,导致性能下降。

为了解决上述问题, 提出了一种基于不对称

对抗和自监督增强 [9] 的 UDA算法 (UDA based on

asymmetric adversarial learning and self-supervised en-

hancement, UDA-2A2S)。基于传统 DANN框架引入

了不对称对抗机制与自监督增强模块,改进特征对

齐方式和增强目标域特征学习能力。

本文主要贡献包括:

(1)引入了一种不对称对抗机制:通过全局域和

局部域判别器的协同作用,捕捉细粒度的领域特征

差异,并结合渐进对齐策略动态调整对齐力度,以适

应复杂任务场景。

(2)引入了一种自监督增强模块: 通过旋转预测

任务,从目标域无标注数据中挖掘潜在结构信息,增

强特征表征的鲁棒性和判别力。

(3)在两个数据集 (Office-Home和 DomainNet)

上展示了本文提出算法的有效性,并通过消融实验

进一步评估了不同方法的贡献。

1 相关工作

1.1 基于领域对齐的 UDA方法

领域对齐是经典的 UDA 解决方案, 通过减少

领域间的分布差异来实现知识迁移。例如, DANN,

Ben-David等 [10] 提出使用对抗训练,通过引入领域

分类器与梯度反转层, 实现特征对齐, 学习领域不

变表示。基于条件性对抗网络 (conditional domain

adversarial networks, CDANs)方法, Long等 [11]结合

分类器的预测与领域对齐, 进一步提高了模型特

征分布的一致性。然而, 这些方法主要聚焦于全局

领域对齐,忽略了局部特征在领域适应中的重要作

用。

1.2 基于自监督学习的无监督增强

近年来,自监督学习被广泛用于提升 UDA的性

能。Caron等 [12] 采用深度聚类 (Deep Cluster)提升

特征表征的稳定性; Lee等 [13] 则利用虚拟对抗扰动

增强目标域特征的鲁棒性。以上方法通过设计自监

督学习,从未标注数据中挖掘潜在的图像实例结构

化信息,在目标域标注稀缺的情况下显著提升了模

型泛化性。然而, 这些方法将自监督与迁移过程分

离,缺乏协同机制,且常侧重于单一层次或模态的特

征学习。

1.3 基于不对称对抗机制的优化

不对称对抗机制通过设计多层对抗策略,提升

了领域对齐的能力。例如,基于反向传播诱导的特

征加权 (backprop-induced feature weighting, BIFW)

方法, Westfechtel等 [14] 通过回传分类误差,强调重

要特征并减弱无关特征,从而实现更精确的领域对

齐。基于边际损失的对抗学习方法 (margin-based ad-

versarial learning for domain generalization, MADG),

Dayal等 [15] 通过最小化一个基于边际损失的差异

度量来学习域不变特征。尽管这些方法针对对齐策

略有了显著进步,但其多聚焦对抗机制本身,仍缺乏
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对目标域深层特征结构的深入建模,忽略与自监督

等机制的协同。

为此, 本文提出了 UDA-2A2S 方法, 有效解决

了现有方法在复杂领域分布差异下的对齐不足问

题, 显著提升了目标域的特征表征能力与分类性

能。

2 基于不对称对抗与自监督增强的无

监督域自适应框架

2.1 UDA-2A2S整体模型架构

UDA-2A2S建立在 DANN框架基础之上,设有

带标签的源域数据 (xs, xy) ∈ DS 和无标签的目标

域数据 (xt) ∈ DT。该方法通过 1个特征提取器网

络Gf、1个类别预测器网络Gy 和 1个域判别器Gd

构建联合优化过程。其中, Gf 接收输入样本并输

出特征表示 f = Gf (x), Gy 基于该特征执行分类预

测, Gd 则负责判别特征来自源域还是目标域。传统

DANN的优化目标是在特征空间中实现 2个方面的

平衡 [8]: 一方面通过最小化源域的分类损失以提升

源域上分类性能;另一方面通过对抗性的域分类器

训练, 使 Gf 提取的特征在域层面上难以区分源域

或目标域,从而实现跨域特征分布对齐。

以最小化模型参数为例, DANN的基本优化目

标可表示为:

min
Gf ,Gy

max
Gd

L(Gf , Gy, Gd) =

E(x,ys)∈DS
[Ly(Gy(Gf (xs)), ys)]−

λEx∈{DS∪DT }[Ld(Gd(Gf (x)))] (1)

式中, min
Gf ,Gy

max
Gd

是指生成器和判别器的博弈式优

化。生成器希望最小化损失,而判别器希望最大化

损失。也就是说, 生成器最小化损失以 “欺骗” 判

别器, 判别器则试图准确区分数据来源, 二者博弈

直至达到均衡完成训练。Ly 是源域标签监督下的

分类损失 (通常为交叉熵); Ld 是域判别损失 (通

常也为二元交叉熵或对数似然损失); λ 为权衡参

数。UDA-2A2S整体架构如图 1所示。

2.2 不对称对抗模块

基于 DANN架构, 引入不对称对抗 [16] 机制和

渐进对齐策略。使用两个域判别器分别对齐全局特

征与局部特征,以避免传统 DANN中对齐粗糙的问

题。其改造后的模型架构如图 2所示。
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图 1 UDA-2A2S整体网络架构
Fig. 1 The overall architecture of UDA-2A2S framework
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图 2 改进后的不对称对抗模块架构

Fig. 2 The improved architecture of asymmetric adversarial
module

设Gd,g为全局域判别器, Gd,l为局部域判别器。

全局域判别器对整体特征分布进行域区分,而局部

域判别器则针对特征中的子空间或局部特征片段进

行区分,以捕捉细粒度的差异。此时,全局和局部域

判别损失为:

Lglobal
d (Gd,g, Gf ) =

Ex∈{DS∪DT }[−d log(Gd,g(Gf (x)))−

(1− d) log(1−Gd,g(Gf (x)))] (2)

Llocal
d (Gd,l, Gf ) =

Ex∈{DS∪DT }[−d log(Gd,l(G
local
f (x)))−

(1− d) log(1−Gd,l(G
local
f (x)))] (3)

式中, Glocal
f 表示从特征中抽取局部特征表示或子空

间特征表示的操作。整体损失为两者加权求和:

Lall
d (Gd,g, Gd,l, Gf ) =

αLglobal
d (Gd,g, Gf ) + (1− α)Llocal

d (Gd,l, Gf ) (4)
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式中, α为权重参数。

与此同时, 为实现渐进对齐策略, 引入时间

或迭代步数相关的衰减系数 λ(t), 使域对抗力度

在初期增强、后期减弱, 促使模型先充分对齐域

分布, 再逐步聚焦目标域精细特征学习。λ(t) 设

计为一个随训练轮数 t 增加逐步变化的函数, 如

λ(t) = 2/(1 + e−γt)− 1,其中 γ 为调节参数。

最终整体目标函数计算如下:

min
Gf ,Gy

max
Gd,g,Gd,l

L(Gf , Gy, Gd,g, Gd,l) =

E(xs,ys)∈DS
[Ly(Gy(Gf (xs)), ys)]−

λ(t)Ex∈{DS∪DT }[L
all
d (Gd,g, Gd,l, Gf )] (5)

2.3 自监督增强模块

在无监督域自适应场景中,目标域缺乏标注使

得对抗对齐难以保证类判别能力。为此引入伪标

签策略与自监督增强,以提升目标域特征的鲁棒性

与区分能力。这里的自监督增强采用传统的旋转预

测 [17],让模型从无标签数据中挖掘有助于判别的通

用特征。其改造后的模型主要架构如图 3所示。
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{0°,90°,
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Gradient

reversal
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图 3 改进后的自监督模型架构

Fig. 3 Improved self-supervised model architecture

将 y′t = argmaxc p(y = c|xt)作为伪标签,并将

(xt, y
′
t)加入伪标注集合 Dt。对这些样本计算伪标

签损失:

LT
y = E(xt,y′

t)∈D′
T
Ly(Gy(Gf (xt)), y

′
t) (6)

式中, Ly 通常为交叉熵损失。参数 τ 控制了伪标签

的置信度门槛,在训练早期应适当设置较高 τ 值,以

确保伪标签的可靠性。

在生成伪标签的同时,引入旋转预测作为自监

督任务,通过对目标域图像施加随机旋转并训练模

型判断旋转角度,引导特征提取器学习更丰富、稳

定的特征表示。此时的旋转预测损失可写为:

Lrot(Grot, Gf ) =

Ext∈DT

[
−

∑
r′∈{0,90,180,270}

q(r′ = r)×

log p(r′ = r|Grot(Gf (x
rot
t )))

]
(7)

式中: q(r′ = r)是指示实际旋转角度 r的分布 (即对

应的 one-hot标签); p(r′ = r)Grot(Gf (x
rot
t ))是模型

对旋转角度的预测概率。

通过最小化旋转预测损失 Lrot, 促使模型学习

对几何变换不敏感的通用特征。结合伪标签监督,

有助于在无监督条件下获得更稳健且更具可迁移能

力的特征表示。

总体而言,模型的最终目标可表示为多重损失

项的加权求和形式:

Ltotal =Lsrc
cls + λD((1− α)Lglobal

adv + αLlocal
adv )+

λpseudoLpseudo + λsslLrot (8)

式中: Lsrc
cls 为源域分类损失; Lglobal

adv 与 Llocal
adv 分别为

全局和局部域判别损失; Lpseudo 为目标域伪标签监

督损失; Lrot 为自监督旋转预测损失; λD, α, λpseudo,

λssl 为相应权重参数与渐进衰减因子, 旨在平衡各

项损失在不同训练阶段的影响力度。通过上述综合

的优化目标与策略,模型得以在无监督域自适应场

景中渐进且稳健地学习到跨域可转移、目标域可辨

别的特征表示。

3 实验结果

3.1 数据集简介与实验设置

3.1.1 数据集简介

选用的数据集为 Office-Home和 DomainNet数

据集。

Office-Home 数据集是一个常用的无监督域自

适应基准数据集,包含来自 4个领域的图像类别:艺

术品 (art, A)、剪贴画 (clipart, C)、产品图像 (product,

P) 和真实世界图像 (real-world, R)。数据集中共有

65 个类别, 涵盖办公与家居环境中的常见物品, 具

有显著的领域间差异。Office-Home 数据集在评估

域适应模型的跨域迁移 [18] 能力和鲁棒性方面具有

重要价值。

DomainNet数据集是一个大规模、多领域的无

监督域适应基准数据集, 涵盖了 6 个不同风格的
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视觉域: 剪贴画 (clipart, C)、素描 (sketch, S)、绘画

(painting, P)、真实图像 (real, R)、图标 (infograph, I)

和速写 (quickdraw, Q)。数据集中共有 345 个类别,

包含从日常物品到动物和自然场景等多样化的视觉

对象。由于其规模庞大、类别多样、域间差异显著,

DomainNet数据集广泛用于评估域自适应模型在多

源域和多目标域场景下的性能与泛化能力。两个数

据集的示例如图 4所示。

(C) (C) (A) (P) (R)(Q) (P) (R)

DomainNet Office-Home

图 4 数据集简介

Fig. 4 Introduction to the datasets

3.1.2 实验设置

实验环境和主要超参数设置见表 1。

表 1 实验环境和超参数设置
Tab. 1 Experimental environment and hyperparameter settings

超参数 值

GPU型号 NVIDIA RTX 3090

CPU型号 Intel Core i9-10900K

内存 64 GB

框架版本 PyTorch 2.0

优化器 Adam

初始学习率 0.001

域判别器学习率 0.000 1

批量大小 64

训练轮数 100

伪标签置信度阈值 初始 0.9,逐渐降低

衰减参数 0.05

自监督旋转角度 0◦、90◦、180◦、270◦

3.2 对比试验

对比试验的训练指标评估遵循无监督域自适应

任务。对于Office-Home数据集,测试剪贴画 (C)、产

品图像 (P)和真实世界图像 (R)和艺术品 (A)4个域

以及其他 3个域进行域自适应测试,每个结果用不

同的随机种子测试 3次,并取平均值。采用 12次实

验的平均准确率来表达数据集的整体评价。

训练 DomainNet数据集包含 6个数据域,鉴于

其中 A和 B两个域与其他数据差异太大,并且在使

用 Resnet50 作为主干的情况下很难获得更好的特

征表达,因此,只选择数据集中的 4个域 (真实图像

(real, R)、绘画 (painting, P)、素描 (sketch, S)、剪贴

画 (clipart, C))进行与 Office-Home相同的测试。其

总体评价指标仍为 12对任务的平均准确率。其实

验结果如表 2所示。

实验结果表明,本文方法 (Ours)在 Office-Home

12个迁移任务中均优于现有主流模型,平均精度达

72.4%, 高于 Meta-Align(71.3%) 和 ToAlign(71.8%)。

在 A2P、C2A、R2A等任务中优势明显,验证了其在

特征提取、域适应与分类任务中的综合优化效果。

从具体迁移任务的表现来看,在C2A、P2C等高

差异任务中,模型仍保持较高准确率,展现出良好鲁

棒性;在 P2R、R2P等简单任务中准确率实现了 83%

及以上, 体现出更优的特征对齐与判别能力。整体

结果验证了不对称对抗与自监督增强模块的有效

性。表 3所示为 domainNet数据集域自适应的结果。

实验结果表明, 本文方法 (Ours) 在 DomainNet

数据集的跨域迁移任务上整体表现优于现有的

主流域自适应方法, 平均精度达到 46.2%, 超越了

ToAlign的 45.4%。在 P2R和 S2C等高差异任务中

分别取得了 58.7%和 56.2%的准确率,并在 R2S和

C2S任务中取得了 40.2%和 42.3%的准确率,显著

优于 DANN、PAN[30] 等基线模型,说明其对不同风

格和图像表现形式的适应能力更强。

实验结果表明, 不对称对抗与自监督增强的综

合策略不仅有效缩小了源、目标域分布差异,也挖

掘了更多目标域判别信息,在多种跨域任务中展现

出更高的鲁棒性与稳定性,验证了该方法在无监督

域自适应中的有效性与广泛适用性。
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表 2 Office-Home对比实验结果表
Tab. 2 Office-Home comparison experiment results table

Model
Office-Home数据集

A2C A2P A2R C2A C2P C2R P2A P2C P2R R2A R2C R2P Avg

ResNet-50[19] 34.9 50.0 58.0 37.4 41.9 46.2 38.5 31.2 60.4 53.9 41.2 59.9 46.1

MCD[20] 48.9 68.3 74.6 61.3 67.6 68.8 57.0 47.1 75.1 69.1 52.2 79.6 64.1

CDANs[21] 50.7 70.6 76.0 57.6 70.0 70.0 57.4 50.9 77.3 70.9 56.7 81.6 65.8

ALDA 53.7 70.1 76.4 60.2 72.6 71.5 56.8 51.9 77.1 70.2 56.3 82.1 66.6

TADA 53.1 72.3 77.2 59.1 71.2 72.1 59.7 53.1 78.4 72.4 60.0 82.9 67.6

MDD[22] 54.9 73.7 77.8 60.0 71.4 71.8 61.2 53.6 78.1 72.5 60.2 82.3 68.1

BNM 56.2 73.7 79.0 63.1 73.6 74.0 62.4 54.8 80.7 72.4 58.9 83.5 69.4

GSDA[23] 61.3 76.1 79.4 65.4 73.3 74.3 65.0 53.2 80.0 72.2 60.6 83.1 70.3

GVB[24] 57.0 74.7 79.8 64.6 74.1 74.6 65.2 55.1 81.0 74.6 59.7 84.3 70.4

E-Mix 57.7 76.0 79.8 63.6 74.1 75.0 63.4 56.4 79.7 72.8 62.4 85.5 70.6

HDA[25] 56.8 75.2 79.8 65.1 73.9 75.2 66.3 56.7 81.8 75.4 59.7 84.7 70.9

Meta-Align[26] 59.3 76.0 80.2 65.7 74.7 75.1 65.7 56.5 81.6 74.1 61.1 85.2 71.3

ToAlign 57.9 76.9 80.8 66.7 75.6 77.0 67.8 57.0 82.5 75.1 60.0 84.9 71.8

Ours 60.2 77.5 81.3 67.1 75.9 77.4 68.1 57.8 83.0 76.2 62.0 85.8 72.4

表 3 DomainNet数据集结果
Tab. 3 DomainNet dataset results

Model
DomainNet数据集

R2C R2P R2S C2R C2P C2S P2R P2C P2S S2R S2C S2P Avg

ResNet-50[19] 41.6 42.7 29.6 42.4 27.2 32.1 49.5 32.5 26.7 38.7 40.8 27.5 35.9

MSTN 27.2 32.9 24.3 28.1 21.1 24.1 30.7 19.8 22.5 24.3 26.2 23.5 25.4

RSDA 27.2 35.8 24.3 36.9 24.9 31.1 41.3 26.1 24.7 29.4 26.2 27.7 29.6

MCD[20] 36.3 36.5 24.9 40.3 25.8 32.1 43.6 29.6 25.7 34.1 39.1 26.8 32.9

DANN[8] 45.9 44.5 35.4 46.8 30.5 36.7 48.0 34.7 32.1 47.1 46.4 38.4 40.5

CAN[27] 40.7 37.7 33.7 54.9 31.4 37.3 51.0 33.6 30.9 52.1 42.1 32.0 39.8

PAN 49.2 48.1 36.4 49.6 33.2 38.7 51.8 36.0 32.9 49.1 50.9 39.8 43.0

CDANs[21] 50.1 48.3 39.0 50.0 33.3 39.3 52.2 36.4 33.6 48.4 49.2 38.6 43.2

HDA[25] 46.3 47.5 34.3 49.9 33.9 37.9 55.2 40.8 32.7 49.0 49.7 40.0 43.1

FixBi[28] 51.1 49.1 39.6 50.0 34.5 41.1 52.2 36.4 33.6 50.8 53.5 41.6 44.5

ToAlign[29] 50.8 50.7 35.1 49.5 33.8 41.4 57.9 43.5 36.2 47.9 55.5 41.6 45.4

Ours 52.3 51.5 40.2 51.8 35.2 42.3 58.7 44.1 37.0 51.9 56.2 42.8 46.2

3.3 超参数敏感性实验

除了对比实验外,本文还进行了超参数敏感性

实验,系统评估了模型在不同学习率、批量大小、域

判别器权重和自监督损失系数等关键参数变化下的

稳定性与鲁棒性。该实验不仅揭示了各超参数对跨

域迁移性能的影响,也为实际应用中的参数选择提

供了有效指导。

首先, 本文利用 Office-Home 数据集给出了最

基础的学习率超参数实验,如表 4所示。

实验表明,模型对学习率和对抗损失系数具有

良好的鲁棒性,在学习率为 0.001、参数 α为 0.5时

可获得最优性能 (72.4%),为模型训练提供了稳定的

超参数选择依据。

其次,本文探究了 α值在不对称对抗损失中对

模型的影响,如表 5所示。

实验结果显示, 不对称对抗损失中的参数 α对
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表 4 学习率超参数实验结果表
Tab. 4 Table of results of hyperparameter experiments on learning rate

Lr
Office-Home数据集

A2C A2P A2R C2A C2P C2R P2A P2C P2R R2A R2C R2P Avg

0.005 54.7 72.3 76.2 61.4 69.8 71.1 61.0 52.3 77.4 69.2 56.4 79.9 66.9

0.004 56.8 74.2 78.1 63.7 71.3 73.2 63.2 54.1 79.2 71.5 58.7 81.5 68.7

0.003 58.9 75.6 79.8 65.8 73.2 75.0 65.4 55.9 81.0 73.1 60.1 83.2 70.3

0.002 59.5 76.7 80.5 66.3 75.0 76.1 66.2 57.0 82.1 74.5 61.2 84.3 81.2

0.001 60.2 77.5 81.3 67.1 75.9 77.4 68.1 57.8 83.0 76.2 62.0 85.8 72.4

表 5 Office-Home实验结果表
Tab. 5 Office-Home experiment results table

α值
Office-Home数据集

A2C A2P A2R C2A C2P C2R P2A P2C P2R R2A R2C R2P Avg

0.3 58.9 76.2 79.8 65.7 74.1 75.3 66.5 56.9 81.4 74.8 61.0 84.0 71.0

0.4 59.4 76.8 80.2 66.0 75.0 76.0 67.2 57.2 82.1 75.2 61.4 84.6 71.5

0.6 59.8 77.1 80.7 66.6 75.4 76.5 67.7 57.5 82.5 75.6 61.7 85.1 71.8

0.7 60.0 77.3 81.0 66.9 75.7 77.0 67.9 57.6 82.7 75.9 61.9 85.4 72.1

0.5 60.2 77.5 81.3 67.1 75.9 77.4 68.1 57.8 83.0 76.2 62.0 85.8 72.4

模型性能有显著影响。当 α 取 0.5 时, 模型在

Office-Home 数据集上取得最高准确率 72.4%,

实现了全局与局部特征对齐与分类性能的良

好平衡。

3.4 消融实验

为了进一步评估模型中关键模块的有效性, 本

文在 DomainNet数据集进行消融实验,分别移除不

对称对抗损失和自监督增强, 观察模型性能变化。

对比完整模型与不同消融配置下的结果,可直观展

示这两模块在特征对齐与目标域分类中的贡献,并

加深对模型内部机制和性能改进来源的理解。其详

细结果如表 6所示。

表 6 消融实验结果
Tab. 6 Ablation test results

消融设置
DomainNet数据集

R2C R2P R2S C2R C2P C2S P2R P2C P2S S2R S2C S2P Avg

DANN 45.9 44.5 35.4 46.8 30.5 36.7 48.0 34.7 32.1 47.1 46.4 38.4 40.5

+不对称 49.6 48.3 38.1 49.2 33.4 40.1 53.2 39.0 34.8 50.3 51.0 40.7 44.0

+自监督增强 50.2 49.1 38.9 50.1 34.2 41.0 54.1 40.1 35.7 50.8 52.0 41.2 44.8

+ALL 52.3 51.5 40.2 51.8 35.2 42.3 58.7 44.1 37.0 51.9 56.2 42.8 46.2

实验结果表明, 不对称对抗损失和自监督增强

模块对模型性能的提升具有显著贡献。相比 DANN,

单引入不对称对抗损失便使平均准确率由 40.5%升

至 44.0%, 通过全局与局部特征对齐有效缓解域间

分布差异,尤其在 P2R、S2C等高难度任务中分别提

升 5.2%和 4.6%,展现了更强的鲁棒性。

此外,单独加入自监督增强后,准确率达 44.8%,

较 DANN提升 4.3%,说明该模块能挖掘目标域潜在

结构,增强辨识能力。完整配置 (+ALL)时准确率达

46.2%,显著优于基础模型和单模块设置,表明两模
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块协同作用在复杂跨域任务中表现更佳。

3.5 Grad-Cam可视化实验
本文在 Office-Home数据集上进行了可视化实

验,旨在直观展示模型在不同迁移任务中的注意力

分布和判别依据。热力图结果表明,模型能聚焦目标

域图像中的关键区域,验证了其对特征空间的适应

性与分类表现,进一步支持了模型在无监督域自适

应任务中的有效性与可靠性。实验结果如图 5所示。

从Grad-Cam可视化结果表明,模型能在图像中

准确关注于具有判别力的关键区域,如目标对象的

结构性特征,说明所提模型具备良好的特征提取能

力与可解释性。整体而言, Grad-Cam可视化结果直

观地展示了模型的决策依据,验证了其在跨域任务

中对关键区域的有效捕捉和判别能力。

图 5 Grad-Cam实验结果
Fig. 5 Grad-Cam experimental results

3.6 模型复杂度分析

从实验结果可以看出, 不同模型在参数量和

帧率 (frame per second, FPS) 上的表现存在明显差

异。CAN 模型的参数量最少 (12.5 MB), 因此 FPS

最高 (35.2),而 ToAlign模型参数量最大 (30.8 MB),

FPS 最低 (18.1), 表明模型参数量的增加通常会导

致推理速度下降。Fixbi和 HDA在参数量和 FPS之

间呈现一定的权衡, HDA的参数量较 Fixbi大 (25.3

MB vs 18.7 MB), 但 FPS 相对较低 (22.4 vs 28.9)。

相比之下, 本文方法 (Ours) 在参数量 (22.1 MB) 和

FPS(31.6)之间达到了较好的平衡,参数量适中但推

理速度较快,表明其在保持一定复杂度的同时,能够

提供更优的实时性能。

表 7 模型复杂度分析
Tab. 7 Model complexity analysis

Model Parames/MB FPS

CAN 12.5 35.2

Fixbi 18.7 28.9

HDA 25.3 22.4

ToAlign 30.8 18.1

Ours 22.1 31.6

4 结 论

本文提出了一种基于不对称对抗和自监督增强

的无监督域自适应算法。其创新性贡献是引入了全

局与局部域判别器协同作用的机制,实现细粒度的

特征对齐。此外, 通过渐进对齐策略动态调整对齐

力度, 并结合旋转预测等自监督增强模块, 从目标

域中挖掘潜在结构信息,显著提升了跨域任务的表

现力。实验结果表明,所提出方法在 Office-Home和

DomainNet数据集的多个迁移任务上均取得了优于

现有方法的性能,充分验证了其在处理复杂领域分

布差异与目标域标注稀缺场景中的有效性。未来工

作中,可以进一步探索更复杂的多源域适配问题,以

及将不对称对抗机制与其他自监督任务相结合,以

应对更多元化的实际应用场景。
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